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 هوش از یمهم بخش زین زبان دهیچیپ میمفاه درک. است اطلاعات عصر یها یآور فن نیمهمتر از یکی( NLP) یعیطب زبان پردازش

 ،غاتیتبل وب، در جستجو: از آن برای ارتباطات استفاده میکنند مردمیافت میشوند زیرا  جاهمه در NLP یها برنامه. است یمصنوع

 مختلف یعملکردها در قیعم یریادگی یروشها ،یتازگ به. رهیغ و ،یولوژیراد یها گزارش زبان، ترجمه ،یمشتر به ماتخد ل،یمیا

NLP در این کتابچه سعی شده مفاهیم اساسی  .اند کرده کسب ییبالا اریبس ییکاراNLP  به صورت مختصر بیان شود. مفاهیم آورده

 من  کتابچه پیش رو نتیجه کنجکاوی و درکاستنفورد استخراج شده است.  CS222N کلاس آموزشیشده در این کتابچه عمدتا از 

 به عنوان یک دانش آموز است که مطمئنا خالی از اشکال نیست.

 ی(سرائلید نیبنجام) "بر مردم حکمرانی میکنیم. واژه هابا "

 

 

 

 

 استنفورد CS222Nکورس  :خلاصهNLP کتابچه 
 شبکه های عصبی پیچشی )کانولوشن( 

 

 استنفورد CS222N کلاس آموزشی: خلاصه  NLP راهنمای کتابچه

@Alisterta 

https://alisterta.github.io/ 

79پاییز   

https://alisterta.github.io/
https://www.twitter.com/Alisterta
https://alisterta.github.io/


alisterta.github.io 

1 

 

 فهرست مطالب

 3 .................................................................................................................... (کانولوشن) یچشیپ یعصب یها شبکه

 3 ............................................................................................................................. یریپذ بیترک و یمحل ییناوردا

 4 ............................................................................................................................................... عیتجم و کانولوشن

 4 ............................................................................................................................................................... یورود

 5 ..................................................................................................................................................... کانولوشن هیلا

 7 .................................................................................................................................................... متن یرمزنگار

 7 ................................................................................................................................................ هموارنهیشیب هیلا

 8 ....................................................................................................................................................پارامترها تعداد

 8 .........................................................................................................ینیبشیپ و یدرون ییبازنما درک و یرسازیتصو

 8 .................................................................................................................................................... متن یرمزنگار

 9 ......................................................................................................................... ییشگویپ متضمن ینواح ییشناسا

 9 ............................................................................................................................................یبرجستگ ینگاشتها

 RNNS ..................................................................................................... 11 اختصار به ای یبازگشت یعصب یها شبکه

 RNN ................................................................................................................................................ 11 چهارچوب

 13 ................................................................................................................................................. زبان یساز مدل

 LSTM .............................................................................................................................................. 13 واحد کی

 14 .................................................................................................................................................. یدرون یها هیلا

 14 ...................................................................................................................................... ادگرفتنی/کردن فراموش

https://alisterta.github.io/


alisterta.github.io 

2 

 

 15 ............................................................................................................................................. ساده RNN اسیق

 15 ........................................................................................................................... (GRU) دارتیگ یبازگشت واحد

 GRU ......................................................................................................................... 11 و LSTM و RNN تفاوت

 17 .................................................................................................................................................... توجه سازوکار

 17 .................................................................................................................................... رمزگشا-رمزنگار در توجه

 18 .............................................................................................................................................................رمزنگار

 19 ............................................................................................................................................................ رمزگشا

 02 .............................................................................................................................. توجه سازوکار نگاشتاطلاعات

 04 ........................................................................................................................................................ یکل توجه

 05 ...................................................................................................................................................... یمحل توجه

 01 ......................................................................................................................................................... خودتوجه

 07 ......................................................................................... دنباله به دنباله مدل در رفته بکار توجه و خودتوجه تفاوت

 07 .......................................................................................................................................... یمراتب سلسله توجه

 08 ............................................................................................................................................... توجه یها یژگیو

TRANSFORMER ..................................................................................................................................... 08 

 32 ............................................................................................................................................................... :منابع

  

https://alisterta.github.io/


alisterta.github.io 

3 

 

 (کانولوشن) یچشیپ یعصب یها شبکه

 2و ترکیب پذیری 1ناوردایی محلی

های عصبی شبکه، ]1[در ابتدا از مطالعات قشر بینایی گربه الهام گرفته شد 

نامیم در بینایی می CNNsکانولوشنی که از این به بعد آن را به اختصار 

ها توسعه داده همانند عکس 3های باقاعده ماشین برای کار برروی مشبک

هستند که هر نورون  2خوریهای عصبی پیششبکه CNNs. ]2[شدند 

های مجاور لایه پیشین دریافت میکند. این در یک لایه، ورودی را از نورون

 CNNs، این امکان را به 5همسایگی ها یا به عبارتی نواحی ارداک محلی

مراتبی، با ترکیب را به یک روش سلسله ترمیدهند که الگوهای پیچیده

نند. زشناسایی کهای سطح بالا، باویژگی وهای سطح پایین ابتدایی ویژگی

ستخراج برای ا میتوان هاهای خام تصویر استخراج شوند، در مقابل از لبهها میتوانند از پیکسلپذیری نام دارد. به عنوان مثال، لبهاین خاصیت، ترکیب

، و در نهایت از اشکال میتوان برای بازشناسایی کرد اشکال ساده استفاده

ها در یک ویژگی  6قطعی هایِستفاده کرد. از سوی دیگر، موقعیتاشیاء ا

های نسبی برای کردن موقعیتعکس اهمیت چندانی ندارند، فقط ضبط

های سطح بالا سودمند هستند. در نتیجه مدل بایستی بتواند ترکیب ویژگی

نظر از موقعیت آن در عکس، تشخیص دهد. این خاصیت یک ویژگی را صرف

ترکیب پذیری و ناوردایی محلی دو شود. ناوردایی محلی نامیده می

 .هستند CNNsمفهوم کلیدی 

 

                                                           

1 Local invariance 

2 Compositionality 

3 Regular grids 

4 Feedforward neural networks 

5 Local receptive fields 

6 Absolute positions 

 بر روی گربه زلیو و هابل یینایب شیآزما: 1شکل 

 دیپ مایند Wavenet: معماری 2شکل 
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CNNs یا به اختصار  1طبیعی پردازش زبان، اما از آنها همچنین میتوان در ]3[اند خوبی در بینایی ماشین بدست آورده عملکرد بسیارNLP 

های مرتبه پایین همانند بینایی ماشین، ساخته شوند که ترتیب ( میتوانند از ویژگی2گرم-، ویژگی های مرتبه بالا )انNLPاستفاده کرد. حقیقتا، در 

 برای تلاش در واقع، (. در"بد هست"، "خوب است "، "پیشنهاد نمیشود"محلی ضروری است.)به عنوان مثال: نه در سطح متن، بلکه در سطح 

ه متن آورده شده است، ما فقط باید ب پایان در یا و ابتدا در "خوب است" آیا که دهیم نمی اهمیت واقعا فیلم، نقدیک مثبت یا منفی بودن  تعیین

را  3بلند-های بردگذاری وابستگیامکان کد CNNsاست و غیره. توجه داشته باشید که  "خوب"مقدم بر "است "این حقیقت دست یابیم که 

 LSTMsهایی بازگشتی مثل اهمیت خاصی دارند، معماری 2دور-راه ند، و در نتیجه، برای برخی از کارها مثل مدلسازی زبان، جایی که وابستگیندار

 به میزان زیادی برطرف گردید.( WaveNetبرای اولین بار در مقاله  CNNsارجعیت دارند.)البته لازم به ذکر است این مشکل 

 5کانولوشن و تجمیع

، یک لایه CNNدیگر انباشته شوند، اما ساختار ابتدایی روی یکهای کانولوشنی میتوانند مستقیما برپیشنهاد میشود که لایه ]2[هر چند در 

ثال م قرار گرفته است. در ادامه به صورت جزئی چگونگی فعل و انفعال این دولایه با استفاده از یک تجمیعکانولوشن است که به دنبال آن یک لایه 

 بندی متن ارائه خواهد شد.در طبقه

 ورودی 

𝐴توان به عنوان یک ماتریس یک متن را می ∈ ℝ𝑠×𝑑  نمایش داد، که𝑠 و  طول متن𝑑  که متون مختلف  است. ازآنجا 6بُعد بردارهای تعبیه کلمه

 9کلمه کوتاه کرده و متون کوتاه را با یک بردار خاص گسترش مرز 𝑠بایستی ثابت باشد، ما متون بلند را به اولین  𝑠اندازه هایی متغییر دارند و 

 باشند. در مورد دوم 8شدهدادهآموزشبردارهای کلمه ممکن است به صورت تصادفی مقداردهی شوند یا به صورت ازپیش میدهیم.

                                                           

1 Natural language processing 

2 N-gram 

3 Long-range dependencies 

4 Long-distance dependence 

5 Pooling 

6 Word embedding vectors 

7 Padding 

8 Pre-trained 
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تواند به عنوان یک عکس می 𝐴در نظر گرفتن .]5[ مانندتوانند در طول آموزش بروزرسانی شوند یا ثابت باقی بشده(، بردارها میدادهآموزش)ازپیش

 .وجود دارد 1گمراه کننده باشد، زیرا در اینجا فقط یک بعد مکانی

ی هابعد اشاره دارد )با تعداد لایه در بینایی ماشین، عبارت کانال به عمقِ

ها سروکار داشته باشیم، دو بعد پنهان در شبکه اشتباه نشود(. اگر با عکس

 ×عرض  ×ورودی یک تنسور به ابعاد )طول  ی به اضافه عمیق داریم.مکان

تعداد کانال( خواهد بود، به عنوان مثال یک ماتریس دوبعدی، که هر درایه 

به ترتیب در یک عکس رنگی و عکس  1یا  3آن میتواند یک بردار با طول 

 .باشد سطح خاکستری

 لایه کانولوشن

آید. به دنبال آن تبدیل غیرخطی می خطی است که عملیات ،لایه کانولوشن

عنصر( هر نمونه از یک پنجره یک بعدی )عنصربه عملیات خطی شامل ضرب

شود، است، که به عنوان اعمال می 2فیلترکه بر روی متن ورودی توسط یک 

 پنجره، فقطشود. فیلترها، همانند ماتریس از پارامترها نمایش داده مییک 

به طور کامل در طول عمق ورودی بسط داده د، اما نیک بعد مکانی دار

، فیلتردرارتباط با  𝑊اندازه پنجره باشد، ماتریس پارامتر  ℎ. اگر (𝑑) شودمی

به صورت تصادفی مقداردهی میشود و  𝑊تعلق دارد.  ℝℎ×𝑑از این رو به 

 شود.در طول آموزش یادگرفته می

 شوند. تعداد نامیده می 2تاثیر هاییا میدان 3یشده بر روی ورودی، نواحهای پنجره اعمالنمونه 
(𝑠−ℎ)

𝑠𝑡𝑟𝑖𝑑𝑒+1
به تعداد  strideاز آنها وجود دارد، که  

𝑠یک، تعداد  stride لغزانیم، اشاره دارد. باکلماتی که در هر گام پنجره را بر روی آنها می − ℎ + وجود دارد. خروجی لایه کانولوشن  رمیدان تاثی 1

𝑜یک بردار  ،فیلتربرای یک  ∈ ℝ𝑠−ℎ+1 شوند:است که عناصر آن به صورت زیر محاسبه می 

                                                           

1 Spatial dimension 

2 Filter 

3 Regions 

4 Receptive fields 

 فضای پنهانتوضیح بیشتر:  

است، و در اکثر مواقع در  پنهان به معنای  latentکلمه 

. در مدل های  یادگیری ماشینی به همین معنا اشاره دارد

به آنها خواهیم پرداخت، رمزنگار یک داده   اَکه بعدرمزنگار 

کند،  با ابعاد بالای ورودی را به یک لایه گلوگاه تبدیل می

جایی که تعداد نورون ها بسیار کمتر است. سپس رمزگشا،  

ده را به شکل اولیه ورودی تبدیل میکند.  ورودی رمزنگاری ش

فضای پنهان فضاییست که دادها در لایه گلوگاه قرار 

میگیرند. فضای پنهان حاوی یک بازنمایی فشرده از ورودی  

است، و تنها اطلاعاتی است که رمزگشا اجازه دارد از آن 

برای بازتولید خروجی استفاده کند. برای اینکه خروجی  

شبکه بایستی فقط ویژگی های که  بهینه تولید شود،

بیشترین ارتباط با ورودی را دارند، یاد بگیرد. در تعبیه کلمه 

هدف ما نگاشت دادن کلمات به فضای پنهانیست که کلمات  

 با معانی مشابه در کنار یکدیگر قرار میگیرند.  
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𝑜𝑖 = 𝑊.𝐴[𝑖: 𝑖 + ℎ − 1, : ] 

:𝐴[𝑖 که 𝑖 + ℎ − 1, : ] ∈ ℝℎ×𝑑  ناحیه ماتریس𝑖  گرداند. توجه داشته باشید برای عملگریست که جمع ضرب ردیفی دو ماتریس را برمی .امُ و

 یلترفظر از موقعیت قرارگیری آنها در متن اعمال میشود. به عبارت دیگر، پارامترهای نصرف ،های پنجرهونهمشابهی بر روی تمامی نم 𝑊، فیلتریک 

ا دهد، زیراین دقیقا همان چیزیست که خصوصیت ناوردایی مکانی را به مدل میشوند. های تاثیر به اشتراگ گذاشته میدر بین میدان

. این خصوصیت تعداد کل پارامترهای میدهدبازتشخیص  وقعیت قرارگیری آنها در ورودینظر از مرا صرفالگوها فیلتر آموزش دیده، 

 مدل را به شکل شگفت آوری کاهش میدهد.

,𝑚𝑎𝑥(0)  1مثل یکسوساز 𝑓سپس یک تابع فعال سازی غیرخطی  𝑥)) 2یا تانژانت هذلودی 
𝑒2𝑥−1

𝑒2𝑥+1
یاعمال م 𝑜به صورت عنصر به عنصر بر روی  

همواره ثابت  گرادیان ،صفردر نواحی اعداد بیشتر از  و بهتر با پدیده ناپدیدشدن گرادیان مقابله میکند، ،شود )یکسوساز نسبت به تانژانت هذلولی

𝑐 3است، از سوی دیگر در هنگام استفاده از تانژانت هذلولی گرادیان کوچک و کوچکتر میشود(، که چیزی به نام نگاشت ویژگی ∈ ℝ𝑠−ℎ+1  را

 گرداند:برمی

𝑐𝑖 = 𝑓(𝑜𝑖) + 𝑏 

𝑏که  ∈ ℝ با قابلیت آموزش است 2سوءگیری. 

بندی جمله کوتاه، بهترین اندازهای برای طبقه

 n𝑓هستند، و در عمل،  10و  1ناحیه معمولا بین 

 ) فیلتر

(𝑛𝑓 ∈ بر روی هر ناحیه اعمال  [100,600]

ای متفاوت هشوند تا مدل را قادر سازند ویژگیمی

 .]6[و مکمل برای هر ناحیه یاد بگیرد 

یک نگاشت ویژگی را تولید  فیلتراز آنجا که هر 

بعدی تعبیه  n𝑓در یک فضای  ،میکند، هر ناحیه

                                                           

1 ReLU 

2 Tanh 

3 Feature map 

4 Bias 

 برای دسته بندی جملات کوتاه CNN: معماری 3شکل 

https://alisterta.github.io/


alisterta.github.io 

9 

 

اوتی تولید میشود در این حالت شاخه های موازی متف. ]6[این، استفاده از نواحی با اندازه متغیر کارایی مدل را افزایش میدهد  بر شود. افزونمی

شوند. کارایی و هزینه مدل با نمایش داده شده، با هم الحاق می 3، همانطور که در شکل تجمیعیکی(، و خروجی ها بعد از  ،)برای هر اندازه ناحیه

n𝑓 کند.می 1برارزشافزایش پیدا میکند و از یک نقطه مشخص به بعد، مدل شروع به بیش 

 متن رمزنگاری

به یک نورون در بردار  ،شده ورودی را فیلترهر کدام از نسخه های  CNNنمایش داده شده، از یک دیدگاه کلی، معماری  3در شکل  همانطور که

شده متن ورودی دید. این درواقع درونمایه مدل است که ما به آن  رمزنگاریویژگی نهایی متصل میکند. این بردار را میتوان به عنوان نسخه 

 م. مابقی معماری وابسته به کار مورد نظر است.مند هستیعلاقه

 2هموارلایه بیشینه

تا احتمال دسته خروجی بدست  ،شده اعمال رمزنگاریهموار برروی متن بندی کردن متون است، یک تابع بیشینهدسته ،که در اینجا هدفاز آنجا 

عنوان مثال برای تعیین اینکه دو جمله معادل یکدیگر هستند، ترجمه کنند: به آید. هر چند، کارهای مختلف از معماری های متفاوت استفاده می

به  کند،که خروجی را تولید می LSTMو یک رمز گشا  شودکه بر روی ورودی اعمال می CNN رمزنگاریا خلاصه سازی، میتوان از یک مدل 

 .]9[صورت یکپارچه استفاده کرد 

𝑥یک بردار  همواربند خودمان، تابع بیشینهبرگردیم به دسته ∈ ℝ𝑘 کند:شان یک است تبدیل میرا به یک بردار از اعداد نقطه اعشار که مجموع 

𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑥𝑖) =
𝑒𝑥𝑖

∑ 𝑒𝑥𝑖𝑘
𝑗=1

 

ته ها را نمایش میدهد، که هر نورون یکی از دسهموار، جایی دودویی، به جای داشتن دو نورون در لایه خروجی یا بیشینهبندی در حالت دسته

𝜎(𝑥) 3میتوان از یک لایه خروجی با یک نورون به همرا تابع سیگموئید =
1

1+𝑒−𝑥
احتمال خروجی تعلق  ،نوروندر این حالت  استفاده کرد.  

است، انجام میشود،  0.5کوچکتر از بزرگتر یا  𝜎(𝑥)داشتن به یکی از دو دسته را تولید میکند و تصمیم گیری با توجه به اینکه خروجی تولید شده 

این دو متد مشابه هستند )
1

1+𝑒−𝑥
=

𝑒𝑥

𝑒𝑥+𝑒0د هموار دینورون بیشینه-نورون سیگموید را  همچنین به عنوان یک لایه دو-(. بنابراین، یک لایه یک

 که یکی از نورون های آن هرگز فعال نمیشود و خروجی آن همواره صفر است.

 

                                                           

1 Overfitting 

2 Softmax 

3 Sigmoid 
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 عداد پارامترهات

 مان، جمع عبارات زیر است: CNNبا قابلیت آموزش برای تعداد پارامترهایِ

𝑣)ماتریس تعبیه کلمه )اگر ثابت نباشند(:  + 1) × 𝑑 که ،𝑣 اضافه  1صفر-مرزاندازه واژگان است. ما همچنین یک ردیف برای بردارِ گسترش

 .میکنیم

ℎلایه کانولوشن:  × 𝑑 × 𝑛𝑓 + 𝑛𝑓 (سوءگیریها، به اضافه  فیلتردر تعداد  د درایه در هر فیلتر)تعدا. 

𝑛𝑓هموار: لایه بیشینه × 1 +  .(سوءگیری 1بعدی و -1با یک خروجی  2)لایه تماما متصل 1

 بینیتصویرسازی و درک بازنمایی درونی و پیش

 رمزنگاری متن

جور  نی متن با عقلبیند چک کردن این موضوع است که آیا بازنمایی دروزش میمان به صورت موثر آمویک راه ساده و سریع برای تایید اینکه مدل

بعدی از متن  𝑛𝑓 رمزنگاریهموار تغذیه شد را به خاطر بیاورید، آن را میتوان به عنوان یک بردار . بردار ویژگی که به لایه بیشینهدر میاید یا خیر

یرمجموعه از نمونه های آموزشی و تبدیل برداری های متناظر آنها به یک نگاشت با ابعاد کمتر، ورودی دید. با گرفتن خروجی این لایه برای یک ز

اثبات میکند که مدلمان  5و  2شده و برچسب ها وجود دارد یا خیر. شکل  رمزنگاریمیتوان متوجه شد که آیا هیچ همبستگی بین این بردارهای 

 .استن بازنمایی معنی داری از متو در حال آموزش قطعا

 

 

 

 

 

 

                                                           

1 Zero-padding 

2 Fully connected 

 سمت 5 شکل( آموزش از قبل شدهیرمزگذار یبردارها از نمونه 1000 شینما) چپ سمت 2 شکل

 (آموزش گام 2از بعد شدهیرمزگذار یبردارها از نمونه 1000 شینما) راست
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 1شناسایی نواحی متضمن پیشگویی

تجمیع،  عملیات . به خاطر بیاورید که قبل از ازدست دادن اطلاعات با اعمال]8[( مقاله  نمایش داده شده است 6و  5)جدول  3.5متد در بخش  این

ر با ناحیه ادراک متناظر را نشان میداد. در نتیجه، هر یک نگاشت ویژگی را ایجاد میکرد که درایه های آن خروجی کانولوشن فیلت فیلتر 𝑛𝑓هر 

متضمن  محتملترینداده شده که یک متن بعدی جاسازی میشود. بدین ترتیب، بعد از آموزش، میتوان نواحی  𝑛𝑓ناحیه ادراک در یک فضای 

که بیشترین ناحیه   IMDBس یدیتاب ز نقد هایبرخی ا ،به عنوان مثال بدست آورد.پیشگویی دسته خود هستند را با بررسی خروجی میانی مدل 

. "ویر افتضاحکیفیت تص"، "بازی و فیلمنامه ضعیف"، "پولت را هدر نده"، "بدترین فیلم"متضمن پیشگویی برای نقد های منفی را دارند عبارتند از: 

، "ماجراجویی جالب"، "تصویربرداری زیبا "، "متن عالیموسیقی "از طرف دیگر، برخی از نواحی که دلالت بر مثبت بودن نقدها دارند عبارتند از: 

 ."پایانی کاملا رضایت بخش"

 2نگاشتهای برجستگی

 "ه پرندهدست"بینی را انجام میدهد، است. فرض کنید که تمام عکس های نگاشت برجستگی یک راه دیگر برای درک اینکه چگونه یک مدل پیش

شامل درخت و برگ است. چگونه میتوان 

از پیکسل های  CNNن شد که مطمئ

 بینی این دستهمربوط به پرنده برای پیش

استفاده میکند و نه درخت و برگها؟ ایده 

خروجی  بسیار ساده است، ما گرادیان دسته

را نسبت به عکس ورودی محاسبه میکنیم. 

این متد به ما میگوید که چگونه تغییرات 

 ،کوچک در پیکسل های عکس ورودی

تغییر میدهد. همه مقادیر خروجی دسته را 

گوید که یک مثبت در گرادیان ها به ما می

تغییر کوچک در ورودی به آن پیکسل، ارزش 

                                                           

1 Predictive regions 

2 Saliency maps 

 )برچسب مثبت( IMDB: نگاشت برجستگی برای یکی از نمونه های آزمایش دیتابیس  6 شکل
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خروجی را افزایش میدهد. این متد ابتدا در 

برای بینایی ماشین ارایه شد و توسط  ]7[

اعمال شد. ایده این است  NLPبه  ]10[

𝐴که عناصر ورودی متن  ∈ ℝ𝑠×𝑑  با

جه بینی دره تاثیر آنها بر روی پیشتوجه ب

 بندی شود. یک تخمین میتواند توسط طول 

 مدل خروجی اول مرتبه جزئی مشتقات

𝐶𝑁𝑁 ∶ 𝐴 → 𝐶𝑁𝑁(𝐴)  به نسبت

 بدست آورده شود: 𝐴از  𝑎ردیف 

𝑠𝑎𝑙𝑖𝑒𝑛𝑐𝑦(𝑎) = |
𝜕(𝐶𝑁𝑁)

𝜕𝑎
|𝑎 

ند. مشتق را ک امتیاز دسته به شکل حداکثر تغییر دارند تا حداقل متن نیاز به تغییر در اتکلم کدام که کنیم می ما شناسایی که ،است این تفسیر

در  .همیتوان با اجرای یک مرحله الگوریتم انتشار معکوس بدست آورد. دقت داشته باشید ما امتیاز دسته را انتشار معکوس میدهیم نه مقدار هزین

 نمایش داده شده است. IMDBبیس نمونه ای از نگاشت برجستگی دیتا  9و  6شکل 

 

 

 

 

 

 

 

 

 

 

 )برچسب منفی( IMDBتابیس : نگاشت برجستگی برای یکی از نمونه های آزمایش دی 9 شکل
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 RNNsیا به اختصار 1شبکه های عصبی بازگشتی 

ارائه خواهد شد و در ادامه به دو نمونه از این شبکه ها که به صورت فراگیر در عمل استفاده میشوند  RNNدر ابتدا یک تصویر کلی از چارچوب 

(LSTM  وGRU خواهیم پرداخت. در )]ی به شبکه های به صورت جزی ]11LSTM  وRNN  و کاربرد آنها پرداخته شده است. ما در اینجا

  کلی به آنها را بیان خواهیم کرد. صورتبه 

  RNNچهارچوب 

. به عنوان ]12[بوجود آمدند  2به طور اختصاصی برای کار بر روی دنباله ها RNNsمسلما برای کار با مشبک ها خوب هستند،  CNNsبا آنکه 

دارند اما آنها به الگوهای محلی را امکان ضبط برخی از اطلاعات ترتیبی  CNNدنباله جملات. هر چند شبکه های  NLPمانی، یا در مثال سری ز

میتواند همانند یک  RNNنمایش داده شده، یک  8. همانگونه که در شکل ]13[برد نادیده گرفته میشوند -محدود هستند، و وابستگی های بلند

 ر ها را به اشتراک میگذارند، دید.عصبی ساده که برخی پارامت زنجیره از لایه های

,𝑥1}با یک لیست ترتیبی از بردار های ورودی  RNNاز یک دید بالا، یک  … , 𝑥𝑇}  پنهان  وضعیتبه همراه یکℎ0  که با صفر مقدار دهی اولیه

,ℎ1}های پنهان  وضعیتشده، تغذیه میشود، و یک لیست ترتیبی از  … , ℎ𝑇} گرداند. بردارهای خروجی ممکن است به عنوان ورودی برای را بر می

دیگر، زمانی که از  RNNواحد های 

معماری های عمیق استفاده میکنیم، 

 وضعیت(. 7عمل کنند )همانند شکل 

های پنهان کم و بیش به عنوان 

مدل در نظر  "کوتاه مدت"حافظه 

گرفته میشوند. توجه داشته باشید که 

نمونه آموزشی یک دنباله کامل هر 

{𝑥1, … , 𝑥𝑇}  برای خودش است، و

ممکن است در ارتباط با یک برچسب 

مخصوص به خودش باشد. به عنوان 

                                                           

1 Recurrent Neural Networks 

2 Sequences 

 Denny Britz بلاگو از شده برگرفته شده، باز RNN کی از گام سه: 8 شکل
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بندی جملات کوتاه، دنباله ها فقط با یک برچسب در ارتباط هستند، در حالیکه در مدل سازی زبان، هر دنباله )کلمه( به دنبال پیش مثال در دسته

 بینی دنباله بعدی)کلمه بعدی( است، هر برچسب متفاوت میباشد.

 به شکل بازگشتی زیر تعریف میشود: 𝑥𝑡و بردار ورودی کنونی  ℎ𝑡−1پنهان پیشین  وضعیت، به عنوان ℎ𝑡پنهان  وضعیتدر دنباله،  𝑇در هر گام 

ℎ𝑡 = 𝑓(𝑈𝑥𝑡 + 𝑊ℎ𝑡−1 + 𝑏) 

𝑥𝑡 انزانت هذلولی)که به صورت عنصر به عنصر اعمال میشود(،یک تابع غیرخطی مثل ت 𝑓که  ∈ ℝ𝑑𝑖𝑛 ، 𝑈 ∈ ℝ𝐻×𝑑𝑖𝑛 و𝑊 ∈ ℝ𝐻×𝐻  ماتریس

ان باشد، اگر میتواند اندازه واژگ𝑑𝑖𝑛 تعلق دارند.  ℝ𝐻به  𝑏و ℎ𝑡 ،ℎ𝑡−1های پارامتر که در میان همه گام های زمانی به اشتراک گذاشته میشوند و 

است. هرچه این لایه بزرگتر 𝐻~100 بٌعد لایه پنهان است که معمولا  𝐻یا تعبیه شده به عنوان ورودی به مدل داده شوند.  one-hotبردارهای 

 باشد، میزان حافظه ای که مصرف میشود بیشتر خواهد بود و همچنین هزینه محاسبات نیز افزایش پیدا خواهد کرد.

𝑦𝑡بردار خروجی  ∈ ℝ𝑑𝑜𝑢𝑡 ،پنهان کنونی  ضعیتوℎ𝑡 ∈ ℝ𝐻 به  بندی،با توجه به کاری که میخواهیم انجام دهیم، تبدیل میکند. برای دسته

 صورت ذیل محاسبه میشود:

𝑦𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉ℎ𝑡) 

𝑉که  ∈ ℝ𝑑𝑜𝑢𝑡×𝐻  اشتراک گذاشته میشود. ماتریس پارامتری است که بین همه گام های زمانی به𝑑𝑜𝑢𝑡  به تعداد دسته ها وابسته است. به عنوان

𝑑𝑜𝑢𝑡دسته، -مثال، برای یک دسته بند متن سه = 𝑑𝑜𝑢𝑡، برای مدل زبان در سطح کلمه 3 = |𝑉| .است 

های  وضعیتعمیق(،  RNNم)معماری را به صورت عمودی بر روی یکدیگر سوار میکنی RNNتوجه کنید وقتی تعداد متعددی از لایه های 

 لپنهان واحد های سطح پایین تر به صورت مستقیم به واحد های سطح بالاتر متصل می شوند و لایه خروجی در بالای این پشته قرار میگیرد )شک

9.) 

 

 

 

 

 

 

 

   

 

 عنوان به( 2 و 1)یانیم یهاهیلا در پنهان یها وضعیت .دهدیم شینما را RNN واحد کی رهیدا هر. شده باز قیعم RNN کی از گام سه: 7 شکل

 .کنندیم عمل ییبالا هیلا در مربوطه واحد به یورود
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 مدل سازی زبان

ود تا کلمه یا کاراکتر بعدی در یک جمله را پیش بینی کند.در مدل سازی زبان یک حالت خاص از کلاسه بندی است که مدل آموزش داده میش

بر روی همه کلمات/کارامترهای در واژگان را میدهد، که مشروط به کلمات/کاراکترهای پیشین  𝑥𝑡، بردار خروجی، توزیع احتمال 𝑡هر گام زمانی 

,𝑃[𝑥𝑡−1در جمله است … , 𝑥𝑡]اله کامل . در زمان آزمایش، احتمال یک دنب{𝑥1, … , 𝑥𝑇} :با ضرب همه احتمالات شرطی بدست می آید 

𝑃[{𝑥1, … , 𝑥𝑇}| = 𝑃[𝑥1] × ∏[𝑥𝑡|𝑥𝑡−1, … , 𝑥1]

𝑇

𝑡=2

 

اده ( استفاز مدل زبان همچنین میتوان برای متن با طول دلخواه، )تا رسیدن به یک توکن خاص )انتهای جمله( یا برای گام زمانی تعیین شده

عبور کند. این امر به شدت تاثیرات نامطلوب که به مسئله ناپدید  25با  20میتواند به سادگی از  𝑇برای یک مدل زبان بر مبنای کاراکتر،  کرد.

ین ن مشکل همچنتوجه کنید ای برد باز میدارد.-معروف است را تقویت میکند، که مدل را از یادگیری وابستگی های بلند 1شدن و انفجار گرادیان

به علت تمایل ریشه ای آنها به عمیق شدن،  RNNتجربه شود، اما این مشکل با  2میتواند با شبکه های عصبی پیشخور، مثل پرسپترون چند لایه

 بدتر میشود.

  LSTMیک واحد 

، از واحد  RNNsدر عمل، محققین در هنگام انتخاب 

LSTM  یاGRU ه با کنند، زیرا این سلول همی استفاده

شکلی طراحی شده اند که مشکل انفجار/ناپدید شدن گرادیان 

را حل میکنند و اطلاعات را در بازه زمانی طولانی تری به 

  .]12[خاطر میسپارند

نشان داده شده، دو چیزی که در  10همانگونه که در شکل 

( حضور 1تغییر یافته  RNNنسبت به  LSTMواحد 

عمل میکند،  2ن حافظه آشکار، که به عنوا𝑐𝑡 3سلول وضعیت

                                                           

1 Vanishing and Exploding gradients 

2 Multi-Layer Perceptron 

3 Cell state 

4 Explicit memory 

 Chris Colah وبلاگ از شده برگرفته LSTM واحد: 10 شکل
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 پنهان با یک لایه  وضعیتساده،  RNNsهای پنهان است. در  وضعیت( چگونگی محاسبه 2و 

ℎ𝑡 = 𝑡𝑎𝑛ℎ(𝑈𝑥𝑡 + 𝑊ℎ𝑡−1 + 𝑏)  محاسبه میشود. اما در واحدLSTM ،پنهان با تعامل چهار لایه محاسبه میشود و به شبکه  وضعیت

 خاصی در مورد عناصر پیشین در دنباله را فراموش یا به خاطر بسپارد. قابلیتی میدهد که اطلاعات

 لایه های درونی

 این چهار لایه به شکل زیر هستند:

𝑓𝑡لایه گیت فراموشی:  (1 = 𝜎(𝑈𝑓𝑥𝑡 + 𝑊𝑓ℎ𝑡−1 + 𝑏𝑓) 

𝑖𝑡لایه گیت ورودی:  (2 = 𝜎(𝑈𝑖𝑥𝑡 + 𝑊𝑖ℎ𝑡−1 + 𝑏𝑖) 

𝑐𝑡سبه کاندید ارزش: لایه محا (3 = 𝜎(𝑈𝑐𝑥𝑡 + 𝑊𝑐ℎ𝑡−1 + 𝑏𝑐) 

𝑜𝑡لایه گیت خروجی:  (2 = 𝜎(𝑈𝑜𝑥𝑡 + 𝑊𝑜ℎ𝑡−1 + 𝑏𝑜) 

ه ک به صورت عنصر به عنصر اعمال میشود، لایه های گیت ورودی، فراموشی و خروجی بردارهایی تولید میکنند که (𝜎به لطف تابع سیگموئید )

یا نزدیک به آن دو هستند. وقتی یکی از این لایه ها در بردار دیگری ضرب میشود، بدین شکل به عنوان یک  1و  0که تمام درایه های آنها بین 

ت غیر الحفیلتر عمل میکند که فقط یک نسبت خاص از بردار را انتخاب میکند. دقیقا به این دلیل است که این لایه ها گیت نامیده میشوند. 

زمانیست که تمامی مقادیر یک بردار یک هستند که تمام بردار عبور خواهد کرد، یا تمام آن برابر با صفر است که هیچ کدام عبور نخواهند رف متعا

هر چند  میباشند.کرد. توجه کنید که گیت های فراموشی، ورودی و خروجی به شکل کاملا مشابه محاسبه میشوند و فقط تنها پارامتر ها متفاوت 

 این پارامتر ها در تمامی گام های زمانی به اشتراک گذاشته میشوند.

 فراموش کردن/یادگرفتن

 وضعیتتعیین میکند که چه میزان از  𝑓𝑡، لایه گیت فراموشی ℎ𝑡−1پنهان جاری  وضعیتو  𝑥𝑡با به حساب آوردن یک نمونه آموزشی جدید  

تصمیم میگیرد  𝑖𝑡از ورودی مشابهی، لایه گیت ورودی از طرفی آزاد شود(،  ن از حافظه بایستیتی فراموش شود )چه میزابایس 𝑐𝑡−1سلول قبلی 

باید در حافظه نوشته شود، یا به عبارتی دیگر چه میزان از اطلاعات جدید بایستی یاد گرفته شود. ترکیب  𝑐𝑡که چه میزان از ارزش کاندید 

 سلول را بروزرسانی میکند: وضعیت ،فیلتر دوخروجی 

𝑐𝑡 = 𝑓𝑡 ∘ 𝑐𝑡−1 + 𝑖𝑡 ∘ 𝑐𝑡 

اشاره به ضرب عنصر به عنصر)ضرب درایه ای یا هادامار( دارد. با این روش، اطلاعات مهم با ورودی های جدید جایگزین نمیشوند و میتوان  ∘که 

 𝑜𝑡از حافظه بروزرسانی شده محاسبه میشود، و در لایه گیت خروجی  ℎ𝑡ر انتها، فعالساز آنها را برای یک دوره زمانی بلند مدت نگاه داشت. د

 ضرب میشود:

ℎ𝑡 = tanh (𝑐𝑡) ∘ 𝑜𝑡 

https://alisterta.github.io/


alisterta.github.io 

15 

 

 دگیت خروجی به واحد اجازه میدهد تا فقط زمانی فعال شود که اطلاعات موجود در حافظه برای گام زمانی جاری مرتبط باشند. در انتها همانن

RNN  پنهان جدید محاسبه میشود: وضعیتساده قبل، بردار خروجی به عنوان یک تابع از 

𝑦𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉ℎ𝑡) 

 ساده RNNقیاس 

بگیریم ) همه  یادتهی هستند(، همه اطلاعات جدید را  𝑓𝑡موش کنیم ) همه عناصر پیشین را فرا عیتوضاگر تصمیم بگیریم که همه چیز درباره 

برابر یک هستند(،  𝑜𝑡سلول را که به گام زمانی بعدی میفرستیم را به حافظه بسپاریم ) همه عناصر  توضعیبرابر یک هستند(، و تمام  𝑖𝑡عناصر 

  :داریم

𝑐𝑡 = 𝑐𝑡 = 𝑡𝑎𝑛ℎ(𝑈𝑐𝑥𝑡 + 𝑊𝑐ℎ𝑡−1 + 𝑏𝑐) 

 یگردیم که تنها تفاوت آن یک تابع تانژانت هذلولی اضافه است، در پایان ما بهساده قبلی خودمان برم RNNو بدینگونه ما به واحد 

ℎ𝑡 = tanh (𝑡𝑎𝑛ℎ(𝑈𝑐𝑥𝑡 + 𝑊𝑐ℎ𝑡−1 + 𝑏𝑐)) 

 جای  به 

ℎ𝑡 = tanh (𝑈𝑐𝑥𝑡 + 𝑊𝑐ℎ𝑡−1 + 𝑏𝑐) 

 میرسیم.ساده هست  RNNکه همانند 

 (GRUدار )واحد بازگشتی گیت

شکل ساده  GRUنمایش داده شده، واحد  11همانطور که در شکل 

 و  1که فقط دو گیت )گیت بازنشانی ]15[است  LSTMشده واحد 

 وجود ندارد. 𝑐𝑡( دارد، و هیچ گونه حافظه آشکاری 2گیت بروزرسانی

𝑟𝑡( لایه گیت بازنشانی: 1 = 𝜎(𝑈𝑟𝑥𝑡 + 𝑊𝑟ℎ𝑡−1 + 𝑏𝑟) 

𝑧𝑡ه گیت بروزرسانی: ( لای2 = 𝜎(𝑈𝑧𝑥𝑡 + 𝑊𝑧ℎ𝑡−1 + 𝑏𝑧) 

 شود:پنهان منتخب به شکل زیر محاسبه می وضعیت

ℎ̃𝑡 = 𝑡𝑎𝑛ℎ(𝑈ℎ𝑥𝑡 + 𝑊ℎ(𝑟𝑡  ∘  ℎ𝑡−1) + 𝑏ℎ) 

                                                           

1 Reset Gate 

2 Update Gate 

 Chris Colah بلاگ از شده برگرفته GRU واحد:11 شکل
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 وضعیت( دور ریخته شده، و ℎ𝑡−1های زمانی )ذخیره شده در مامی عناصر گیت بازنشانی به صفر نزدیک میشود، اطلاعات از گامهنگامی که ت

بدست می  LSTM وضعیتپنهان جدید در نهایت به روشی مشابه سلول  وضعیت است. 𝑥𝑡پنهان منتخب بنابراین فقط بر مبنای ورودی کنونی 

 منتخب: وضعیتپنهان پیشین و  وضعیت با تعامل خطی بین آید،

ℎ𝑡 = 𝑧𝑡 ∘ ℎ𝑡−1+(1 − 𝑧𝑡) ∘ ℎ̃𝑡) 

پنهان پیشین باید  وضعیتدر اینجا به عنوان گیت فراموشی عمل میکند و میزان اطلاعاتی که از   𝑧𝑡تنها تفاوت اینست که، گیت بروزرسانی 

 د.ناموشی ادغام میشوکند، و گیت ورودی با گیت فرفراموش شود را تعیین می

 GRUو  LSTMو  RNNتفاوت 

پنهانش در هر گام زمانی را به نمایش میگذارد)بیان میکند(، بنابراین با گذشت زمان، تاثیر ورودی های قبلی  وضعیتساده تمام  RNNواحد 

ی بیش از چند گام به خاطر بسپارد. قادر نیست که ویژگی های مهم را برا RNNبه سرعت با ورودی های جدیدتر جایگزین میشود. در نتیجه 

هستند )همه چیز را درباره گذشته فراموش   ot=1⃗و   ft=0⃗  ،it=1⃗ها،  tاست وقتی که برای تمامی  LSTMمشابه  RNNقبلا نشان دادیم که 

 کرده و و همه چیز درباره حال را یاد میگیریم(.

ه بایستی به قادر به کنترل میزان اطلاعاتی که از گذشت LSTMگیت، واحد  ازرکارسسلول( و از سوی دیگر، به لطف استفاده از حافظه آشکار )

(، و چه میزان اطلاعات 𝑖𝑡(، میزان اطلاعاتی که از ورودی جاری بایستی در حافظه نوشته شود )گیت ورودی 𝑓𝑡فراموشی  خاطر سپرده شوند )گیت

 (، است.𝑜𝑡)گیت خروجی  الاتر داده شودبایستی به گام زمانی بعدی و لایه های ب

GRU  گیت  اروکسازسلول( ندارد. در نتیجه،  وضعیتمیکند، اما هیچ حافظه آشکاری ) گیت استفاده راوکسازهمچنین ازGRU  ،ساده تر است

ر نهایت، در و دریق میشود. پنهان جدید، بدون فیلترینگ تز وضعیتبدون گیت خروجی: تعامل خطی بین اطلاعات پیشین و جدید مستقیما به 

GRU  بالانس بین اطلاعات پیشین و جدید فقط توسط گیت بروزرسانیzt  کنترل میشود، اماLSTM فراموشی و  ،دو گیت مستقل از هم

 ورودی دارد.

 16[  استم بهتر ، اما هیچ هیچ مدرکی وجود ندارد که کدا]16[  بهتر هستند RNNنسبت به واحد  GRUو  LSTMهرچند هر دو واحد 

دارد در نتیجه به داده های آموزش کمتری  ی، بازدهی بیشتر، و پارامتر های کمتراده تر است، پیاده سازی ساده ترس GRU.از آنجا که ]19

 برای آموزش نیاز دارد.

 

 

 

https://alisterta.github.io/


alisterta.github.io 

19 

 

 1توجهسازوکار 

، و به صورت مکرر در ]15 9[( توسعه داده شد TNM) 3برای ترجمه ماشینی عصبی 2رمزگشا-رمزنگاردر معماری های  ]18[توجه سازوکار 

استفاده شد. از یک دیدگاه سطح بالا، در  ]17[، و خلاصه سازی ]9[)ترجمه یک عکس به جمله(  image captioningکارهای مشابه مثل 

حالت عادی در یک معماری 

 بایستی رمزنگاررمزگشا، -رمزنگار

خروجی را در یک بردار با طول 

  نید.ثابت جاسازی ک

اگر به رمزگشا این امکان را بدهیم 

که از میان چندین برداری که 

توسط رمزنگار تولید شده، یکی را 

برای خود برگزیند یا بر روی 

در توجه سازوکار امروزه،  طلاعات منتفی میشود و میتوان اطلاعات بیشتری را ذخیره کرد.اتعدادی از آنها تمرکز کند، مشکل از دست دادن 

 رمزگشا محدود نمیشود.-رمزنگارهای یادگیری عمیق حضور دارد، و کارکردشان فقط به تمامی مدل 

را معرفی خواهیم  2توجهخود، و سپس ]9[رمزگشا برای ترجمه ماشینی عصبی ارایه خواهیم کرد -رمزنگاردر متن توجه سازوکار در ادامه، ابتدا 

 کرد.

 رمزگشا-رمزنگاردر  توجه

ورودی را در یک بردار جاسازی میکند، و رمزگشا خروجی هایی از این  رمزنگارنمایش داده شده،  13، همانطور که در شکل از یک دید سطح بالا

 بردار تولید میکند.

                                                           

1 Attention Mechanism 

2  Encoder-Decoder 

3 Neural Machine Translation 

4 Self-Attention 

 مشکل گلوگاه معماری دنباله به دنباله:12 شکل
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𝑥 (، ورودی و خروجی دنباله ای از کلمات به شکل متناظرNMTدر ترجمه ماشینی عصبی ) = {𝑥𝑡 , … , 𝑥𝑇𝑡}   و𝑦 = {𝑦𝑡 , … , 𝑦𝑇𝑡} 

رمزگشا گاهی -رمزنگارمعمولا به جملات مبدا و هدف اشاره دارند. زمانی که هر دوی ورودی و خروجی دنباله هستند، معماری  𝑦و  𝑥هستند. 

 .]9[ نامیده میشود 1اوقات دنباله به دنباله

پذیر بودن معماری به لطف مشتق

رمزگشا، پارامترهای -زنگارمرهای 

𝜃  ورد برآآنها میتوانند توسط

بر روی یک  2درست نمایی بیشینه

ه موازی متن، بهینه شوند. مجموع

این روش آموزش همچنین 

 نامیده میشود. 3یکپارچه

𝑎𝑟𝑚𝑎𝑥𝜃 { ∑ log 𝑝(𝑦|𝑥; 𝜃)

(𝑥,𝑦)𝜖مجموعه متن

} 

 ترجمه صحیح است. لگاریتم احتمالدر اینجا، تابعی که ما میخواهیم آن را بیشینه کنیم، 

 2زنگاررم

یک  رمزنگار، تماما متصل( در یک بردار تعبیه کرد. معمولا برای ترجمه ماشینی، CNNجمله مبداء را میتوان توسط هر مدلی )به عنوان مثال 

با پارامتر های مجزا )به  RNNاستفاده کرد. این گونه معماری ها از دو  5دوطرفه RNNاز یک شبکه عمیق  ]18[عمیق است.  RNNشبکه 

معکوس اطلاعات را  RNNپیشخور اطلاعات را از سمت چپ به راست پردازش میکند و  RNNیه کلمه( استفاده میکنند، که جز ماتریس تعب

                                                           

1 Sequence-To-Sequence 

2 Maximum Likelihood Estimation 

3 End-To-End 

4 Encoder 

5 bidirectional 

رمزگشا-رمزنگار: نمای کلی از معماری 13کل ش  
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دوطرفه به یکدیگر  RNNبرای بدست آمدن بازنمایی درونی  𝑡از سمت راست به چپ پردازش میکند. دو جمله تعبیه شده در هر گام زمانی 

 الحاق میشوند:

ℎ𝑡 = [ℎ⃗ 𝑡; ℎ⃖⃗𝑡] 

RNN آورد. در نتیجه، دو طرفه هنگام رمزنگاری کلمات مبداء نه فقط کمات پیشین بلکه تمامی متن را به حساب میℎ𝑡  برمبنای𝑥𝑡  و یک

ین است. و گروه کوچکی از کلمات پیش 𝑥𝑡بر مبنای  ℎ𝑡غیر دو طرفه،  RNNپنجره کوچک از کلمات اطراف آن است، در حالی که در یک 

عمیق غیر دوطرفه  زنگارمر RNNبهترین نتایج را توسط یک  ]20[شاید سودمند باشد، اما  𝑥𝑡تمرکز بر روی پنجره کوچکی از کلمات در اطراف 

که به صورت  نامیده  میشوند nnotationAنوشته خواهد شد. در مقالات معمولا  ℎ̅𝑡با علامت  رمزنگارپنهان  وضعیتبدست آورد. در ادامه، 

 .مینامیم رمزنگار پنهان وضعیتپنهان رمزنگار اشاره دارد( آن را  وضعیتقرارداد از اینجا به بعد )با توجه به اینکه دقیقا به 

 1رمزگشا

غیر دوطرفه است زیرا  RNNکنند، در ترجمه ماشینی عصبی رمزگشا معمولا یک های مختلفی استفاده میرمزنگاراگرچه مدل های مختلف از 

ین مدل به طور طبیعی برای تولید دنباله ها پذیرفته شده است، و معمولا عمیق است. رمزگشا در هر لحظه یک کلمه از جمله هدف را تولید ا

 کند.می

ℎ𝑇𝑥 پنهان رمزنگار وضعیتایده کلیدی: اگر رمز گشا را مجبور کنیم که فقط از آخرین 
خروجی تولید میشود برای تولید  رمزنگارکه توسط  

ℎ𝑇𝑥مجبور است تا جایی که امکان پذیر است اطلاعات در   رمزنگاراستفاده کند، 
ℎ𝑇𝑥ذخیره کند، از آنجایی که  

یک بردار واحد با اندازه ثابت  

این اجازه را به رمزگشا میدهد  توجه سازوکار. از سوی دیگر، (12)شکل  است و ظرفیت محدودی دارد، بنابراین برخی از اطلاعات از بین میرود

,ℎ1)های پنهان رمزنگار  وضعیتتمامی دنباله که  … , ℎ𝑇𝑥
قادر است تا اطلاعات بیشتری  رمزنگاردر هر گام زمانی را در نظر بگیرد. در نتیجه،  (

اهد بود که از بین این بردار ها توجه بیشتری قادر خو رمزگشاذخیره کند با این هدف که بعدا های پنهان رمزنگار  وضعیتبا توزیع آن در بین همه 

 .برخی از آنها اختصاص دهدبه 

𝑦به عبارت دقیقتر، جمله هدف  = (𝑦1, … , 𝑦𝑇𝑥
 را تولید میکند:  𝑦𝑡بر مبنای توزیع زیر در هر گام یک کلمه  (

𝑃[𝑦𝑡|{𝑦1, … , 𝑦𝑡−1}, 𝑐𝑡] = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑊𝑠ℎ̃𝑡) 

 به صورت زیر محاسبه میشود:، 2توجهپنهان  وضعیت، ℎ̃𝑡که 

ℎ̃𝑡 = tanh (𝑤𝑐[𝑐𝑡; ℎ𝑡]) 

                                                           

1 Decoder 

2 Attentional Hidden State 
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ℎ𝑡 پنهان رمزگشا است و اطلاعاتی درباره کلمات تولید شده قبلی  وضعیت{𝑦1, … , 𝑦𝑡−1}  ،فراهم میکند𝑐𝑡 مبدا و  1بردار متن[;  2الحاق [

برای سادگی حذف شده اند. همانگونه که در شکل  3با پارامترهای قابل آموزش هستند. در این رابطه سوءگیریها هایی ماتریس 𝑤𝑠و  𝑤𝑐است. 

. هر کدام از این دو متد در بخش های بعد توضیح داده 5کلیو  2محلیرا میتوان به دو روش محاسبه کرد:  𝑐𝑡نشان داده شده، بردار متن  12

 د.خواهد ش

 

 

 

 

 

 

 

 

 سازوکار توجه نگاشتاطلاعات

 آورده شده است. سازوکار توجهیک تصویر کلی از  صفحات بعد 6نگاشتیات و ذکر علائم ریاضی در اطلاعاتقبل از پرداختن به این جزئ

 

                                                           

1 Context vector 

2 Concatenation 

3 Biases 

4 Locally 

5 Globally 

6 Infographic 

 راست سمت در محلی توجه و چپ سمت در کلی توجه:12 شکل
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 55کلی توجه

پنهان  وضعیت 𝑇𝑥محاسبه میشود. جمله مبدا  ℎ̅𝑡های پنهان رمزنگار وضعیتمی تماتوسط مجموع وزنی لیست   𝑐𝑡 در اینجا، بردار متن

. اندازه استپنهان رمزنگار  وضعیتبرابر با  𝑐𝑡وجود دارد که هر کدام یک بردار با اندازه تعداد نورون ها در لایه رمزگشا است. اندازه رمزنگار 

𝛼 51بردار هم راستایی
𝑡

 جمله مبدا است، بنابر این میتواند متغیر باشد. 𝑇𝑥 برابر با اندازه 

𝑐𝑡 = ∑𝛼
𝑡,𝑖

𝑇𝑥

𝑖=1

ℎ̅𝑖  

و تمامی  ℎ𝑡پنهان کنونی هدف  وضعیت( بین ()𝑠𝑐𝑜𝑟𝑒بردار هم راستایی با اعمال تابع بیشینه هموار بر روی خروجی عملیات هم راستایی )

 محاسبه میشود: ℎ̅𝑡های پنهان مبداء  وضعیت

𝛼
𝑡,𝑖

=
exp (𝑠𝑐𝑜𝑟𝑒(ℎ𝑡 , ℎ̅𝑖))

∑ exp (𝑠𝑐𝑜𝑟𝑒(ℎ𝑡 , ℎ̅𝑖′))
𝑇𝑥
𝑖′=1

 

𝛼به عبارت دیگر، 
𝑡

)ضرایب بین صفر و یک هستند که مجموع آنها یک است(، است های پنهان مبداء  وضعیتتوزیع احتمال بر روی همه  

 ()𝑠𝑐𝑜𝑟𝑒 وضوع است که کدام کلمات در جمله مبداء به احتمال بیشتر میتوانند در پیش بینی کلمه بعدی کمک کنند.و بیان کننده این م

𝑠𝑐𝑜𝑟𝑒(ℎ𝑡)  58سه روش ضرب نقطه ای ]20[باشد.  59در تئوری میتواند هر تابع مقایسه , ℎ̅𝑖) = ℎ𝑡
𝑇ℎ̅𝑖  یک فرمول جامع تر با ماتریسی ،)

                                                           

55 Global Attention 

56 Alignment Vector 

57 Comparison function 

58 Dot product 

 [20] درارائه شده توجه کلی  سازوکار خلاصه:15 شکل
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𝑠𝑐𝑜𝑟𝑒(ℎ𝑡امتر ها از پار , ℎ̅𝑖) = ℎ𝑡
𝑇𝑊𝛼ℎ̅𝑖 بهتر عمل کلی  توجه، و یک لایه تماما متصل را امتحان کردند و دریافتند که مورد اول برای

 نمایش داده شده است. 15در شکل  کلی توجهمحلی. خلاصه  توجهمیکند و مورد دوم برای 

 لیمح توجه

در نظر گرفتن تمام کلمات در جمله مبداء برای تولید هر کلمه هدف پرهزینه است، و از طرفی ممکن است ضروری نباشد. برای کم کردن 

2𝐷اندازه با های پنهان رمزنگار  وضعیتکوچکی از پیشنهاد داد که فقط بر روی پنجره  ]20[این مشکل،  +  :تمرکز کنیم  1

𝑐𝑡 = ∑ 𝛼
𝑡,𝑖

𝑝𝑡+𝐷

𝑖=𝑝𝑡−𝐷

ℎ̅𝑖 

 𝐷  توسط کاربر تعیین میشود، و موقعیت𝑝𝑡 میتواند به  ،جایی که مرکز پنجره باید قرار بگیرد𝑡 (57م راستایی یکنواه)  سازوکاریا با یک 

,𝑦1}بر مبنای اطلاعات کلمات هدف تولید شده قبلی   (60هم راستایی پیشگو) تمایز پذیر … , 𝑦𝑡−1} ذخیره شده درℎ𝑡 :تنظیم گردد 

𝑝𝑡 = 𝑇𝑥. σ(υ𝑝
⊤ tanh(𝑊𝑝ℎ𝑡)) 

کلی  توجهپارامترهای قابل آموزش هستند. وزنهای هم راستایی همانند  𝑊𝑝و  υ𝑝تابع سیگموئید، و  σطول جمله مبداء،  𝑇𝑥که 

𝐷و انحراف معیار  𝑝𝑡توزیع نرمال با مرکزیت محاسبه میشوند، با این تفاوت که یک عبارت 

2
 به آن اضافه میشود: 

𝛼
𝑡,𝑖

=
exp (𝑠𝑐𝑜𝑟𝑒(ℎ𝑡 , ℎ̅𝑖))

∑ exp (𝑠𝑐𝑜𝑟𝑒(ℎ𝑡 , ℎ̅𝑖′))
𝑝𝑡+𝐷

𝑖′=𝑝𝑡−𝐷

exp (−
(𝑖 − 𝑝𝑡)

2

2(
𝐷
2
)2

) 

𝑝𝑡توجه داشته باشید که  ∈ ℝ ∩ [0, 𝑇𝑥]  و𝑖 ∈ ℕ ∩ [𝑝𝑡 − 𝐷, 𝑝𝑡 + 𝐷]  .اضافه شدن عبارت گوسی باعث میشود که ورزن هستند

های پنهان رمزنگار  وضعیتبه رو به زوال روند، این امر باعث میشود که اهمیت بیشتری  𝑝𝑡از مرکز پنجره  𝑖 های هم راستایی با دور شدن

𝛼، اندازه کلی توجهداده شود. همچنین برخلاف  𝑝𝑡نزدیک 
𝑡

2𝐷ثابت و برابر با   + های پنهان رمزنگار  وضعیتکه فقط  ) از آنجایی است 1

ع توزیدید که وزن های هم راستایی در یک کلی  توجهرا در حقیقت میتوان همانند  محلی توجه (در پنجره به حساب آورده میشوند.موجود 

 نمایش داده شده است. 16در شکل  محلی توجهخلاصه   است. ضرب شده 61نرمال بریده شده

                                                           

59 Monotonic Alignment 

60 Predictive Alignment 

61 Truncated Normal Distribution 
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 10ودتوجهخ

,𝑥1}یک دنباله  RNN رمزنگارهمانگونه که قبلا توضیح داده شد، یک  … , 𝑥𝑇}  به طول𝑇  ،را از ورودی دریافت میکند. به طور معمول

RNN های پنهان رمزنگار وضعیتدنباله ورودی را به  دنباله{ℎ1, … , ℎ𝑇}  در  سازوکار توجهمیدهد. هدف در اینجا دقیقا همانند نگاشت

به عنوان خلاصه فراگیر کل مجموعه در نظر بگیریم، که معمولا را  ℎ𝑇 پنهان رمزنگار وضعیتاینکه آخرین رمزگشا است: به جای -رمزنگار

گام های زمانی در تمامی های پنهان رمزنگار  وضعیتهمه  ردن منجر به از دست دادن اطلاعات میشود، یک نمایش درونی با به حساب آو

 (.]22[ ]21[در مقالات ظهور پیدا کرد )به عنوان مثالخودتوجه   2016/2019محاسبه میشود. برای رسیدن به این هدف در سال 

αراستایی  عبور میکند. یک ضریب هم 63تراکمم ابتدا از یک لایه ℎ𝑇پنهان رمزنگار  وضعیتش در این رو
𝑡

از لایه  𝑢𝑡با مقایسه خروجی  

)به صورت تصادفی مقدار دهی میشود( بدست می آید و توسط یک تابع بیشینه هموار نرمال سازی  𝑢با بردار متن قابل آموزش متراکم 

 می آید.بدست های پنهان رمزنگار  وضعیتوزنی در نهایت از یک جمع  𝑠 توجهبردار  .میشود

𝑢𝑡 = tanh (𝑊ℎ𝑡) 

𝛼
𝑡
=

exp (𝑠𝑐𝑜𝑟𝑒(𝑢𝑡 , 𝑢))

∑ exp (𝑠𝑐𝑜𝑟𝑒(𝑢𝑡′ , 𝑢))T
𝑡′=1

 

                                                           

62 Self-Attention 

63 Dense Layer 
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s = ∑𝛼
𝑡

𝑇

𝑡=1

ℎ𝑡 

score  در تئوری میتواند هر تابع هم راستایی باشد. یک متد ساده استفاده از𝑠𝑐𝑜𝑟𝑒(𝑢𝑡 , 𝑢) = 𝑢𝑡
𝑇𝑢 .است  

ین اطلاعات ز ایک بازنمایی از مساعدترین کلمه تفسیر کرد. هنگامی که با یک نمونه جدید روبرو میشود، مدل ان را میتوان به عنوان بردار مت

را به کدام کلمه اختصاص دهد استفاده میکند. در طول آموزش، با استفاده از الگوریتم انتشار معکوس مدل بردار  توجهبرای تصمیم اینکه 

 ا برروز رسانی میکند.متن ر

 دنباله به دنباله بکار رفته در مدل  توجهو  خودتوجهتفاوت 

، بردار  هدنباله به دنبالمدل ندارد. در  ،استفاده شد دنباله به دنباله توجهکه در  یبالا هیچ ربطی به بردار متن خودتوجهبردار متن در تعریف 

𝑐𝑡با مجموع وزنی برابر  𝑐𝑡متن  = ∑ 𝛼
𝑡,𝑖

𝑇𝑥
𝑖=1 ℎ̅𝑖  توجهپنهان  وضعیتاست، و برای محاسبه  

ℎ̃𝑡 = tanh (𝑤𝑐[𝑐𝑡; ℎ𝑡])  پنهان رمزگشا هنگام اجرای هم راستایی با  وضعیتهرچند، بردار متن به جای خودتوجه در  .شداستفاده

score()،  بردار هم راستایی خودتوجهمیشود. بنابراین در استفاده ،𝛼 ت هر کدام از کلمات ورودی با مساعدترین کلمه استبیانگر شباه 

 ولید عنصر بعدی در جمله مقصد است.هر کدام از کلمات مبدا در ت رابطهبیانگر  𝛼دنباله به دنباله،  توجه، اما در )در مجموع(

 62بیسلسله مرات توجه

آورده شده است. در این معماری،  19واقع شود در معماری شکل مفید میتواند در عمل  خودتوجهیک مثال ساده و خوب از اینکه چگونه 

بار در  دو خودتوجه سازوکار

بازی شرکت میکند: در سطح 

کلمه، و در سطح جمله. این 

متد به دو دلیل عمده با عقل 

ول اینکه با جور در می آید: ا

ساختار سلسله مراتبی متن 

همخوانی دارد )کلمه 

متن(. دوم، در ←جملات←

 فاز کدگذاری متن، این اجازه را به مدل میدهد که ابتدا در یابد که کدام کلمات در هر جمله مهم هستند، و سپس، کدام جملات مهم هستند.

 

                                                           

64 Hierarchical Attention 
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 توجهویژگی های 

 تربه صورت چشمگیری کارایی  توجه( جمه ماشینی عصبیNMT.را افزایش میدهد )  با اجازه دادن به رمزگشا که بر روی بخش(

 های خاصی از ورودی تمرکز کند.(

 ند و کپنهان رمزنگار استفاده نمی وضعیت، رمزگشا دیگر فقط آخرین از توجهمشکل گلوگاه را حل میکند. )با استفاده از  توجه

 زنگار دسترسی دارد.(مستقیما به حالات پنهان رم

 کند. ) همانند معماری در حل مشکل ناپدید شدن گرادیان کمک بسزایی می توجهResnet مسیر های میانبری  جهتو، در اینجا

 را برای مدل فراهم میکند.(

 کمک بسزایی به تفسیرپذیری مدل میکند توجه 

o  گشا بر روی چه کلماتی تمرکز میکند.میتوان مشاهده کرد رمز توجهبا تفسیر توزیع 

o را یاد میگیرد راستایی)شبکه خودش هم راستایی محاسبه میشود و ما به آن دسترسی داریم.بدون هیچ زحمتی بردار هم. 

Transformer 

بود. در این مقاله  2019ل بدون شک یکی از تاثیر گذارترین و جالب ترین مقالات سا "همه چیزیست که شما به آن نیاز دارید توجه" ]23[

 RNNبیاید  " Eugenio Culurciello به قولاستفاده نکرد.  CNNو  RNNایده های جالبی مطرح شد و مدل ارایه شده از هیچ 

و  استفاده نشد CNNو  RNN. در این معماری از هیچ لایه بازگشتی "نیاز دارید آنیزیست که شما به تنها چ توجهها را دور بندازیم، 

مات به صورت ترتیبی است، این موضوع یکی از موانع لپردازش ک RNNیکی از معایب اصلی  ساخته شد. خودتوجه سازوکارتماما بر مینای 

جایگزین  توجه سازوکارلایه های بازگشتی را کاملا با  ،برای حل این مشکل Transformerموجود بر سر راه موازی سازی محاسبات است. 

باشد. ها و اشکال مختلف آن در دنباله های با طول زیاد هنوز یک مسئله مهم می RNNبرد در -رفی مشکل وابستگی بلندمیکند از ط

Transformer  کند، چه لزومی به استفاده از برد را حل می-مشکل وابستگی های بلند سازوکار توجهبا این ایده کهRNN  است، به

 د.کنکلی آن را از مدل خود حذف می

بازنمایی رمزنگاری شده ورودی را به  Transformerاست.  65چندگانه خودتوجه سازوکاری به نام واحد Transformerجز اصلی 

,𝐾)میبیند بٌعدی  𝑛 69و ارزش 66عنوان یک جفت کلید 𝑉) در زمینه ،NMT  هر دوی کلید و ارزش حالات پنهان رمزنگار هستند. در

و مجموعه از کلید و  queryذخیره میشود، و خروجی بعدی با نگاشت این  query (𝑄)ر یک ماتریسی به نام رمزگشا، خروجی پیشین د

                                                           

65 Multi-Head Self-Attention 

66 Key 

67 Value 
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خروجی مجموع وزنی ارزش ها است، جایی که وزن تخضیص داده شده به هر کدام از ارزش ها با ضرب نقطه ای  ارزش ها تولید میشود.

query .و کلید ها بدست می آید 

𝑄,𝐾, 𝑉 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
𝑄𝐾⊤

√𝑛
)𝑉 
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